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 Front-end pre Deep learning
nad backendom TensorFlow
(alternativne: Theano) v

Python-e

* Deep learning — Alex

Krizhevsky, 2012

« Keras — Francois Chollet,
projekt ONEIROS, 2015

« MIT Licencla

« GPU - CUDA, numphy,
OpenCV, TensorFlow, Python

www.robotika.sk/seminar/2018/cviko6-keras.zip



Uvodny priklad

Chceme na obraze urcit’ zvislé hrany




MdbZeme na to pouzit’;

Sobelov operator
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Moézeme na to pouZit’:

kernel 3x3

Sobelov operafor
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Klasicka implementacia v OpenCV

import cv2
kernel = np.array([[-1,0,1],[-2,0,2],[-1,0,1]])

output_image = cv2.filter2D(input_image,-1,kernel)

kerl.py



Konvoluéna neuronova siet

512x512
neuronov

512x512
neuronov

Kazdy neurdn
vystupnej vrstvy
ma spojenia na
3x3 = 9 neurénov
vstupnej vstvy

Kazdy neurén ma
na spojeniach
rovnaké vahy, tj.
siet’ ma 9
parametrov

kernel 3x3

vystupna
vrstva

vstupna
vrstva




Implementacia v Keras-€

import keras

inp = Input(shape=(None,None,1))

out = Conv2D(1, (3, 3), kernel initializer="normal",
use bias=False, padding="same")(inp)

model = Model(inputs=inp, outputs=out)

w = np.array([[ [[[-1]],[[e]],[[211], [[[-211,C0(e]11,[[2]111,

[[[-111,[[e]l,[[2111] 11)
model.layers[1l].set weights(w)

input_images = np.array([input_image.reshape(...)])
output _images = model.predict(input_images)
output_image = output _images[©@].reshape(...)

ker2.py



V Com je rozdiel?

Predstavme s1, Ze som zabudol aky kernel Sobelov
operator pouziva, mam len zelany vystupny obrazok.

Skusim do kernelu zadat’ ndhodné hodnoty a vyratam
¢o da. Da sa usudit’ z takto vyrataného a Zelan¢ho
vystupného obrazku, ako by som mal zvoleny kernel
opravit’? Opravit’ tak, aby som dostal mensiu chybu?

Da sa potom opakovat’ oprava, az kym
nezrekonStruujeme ,,zabudnuty* kernel?

Da. A Keras to vie urobit’.



Skuisme ,,zabudnuty* kernel rekonStruovat’

input_images = np.array([input_image.reshape(...)])
output _images = np.array([output image.reshape(...)])

inp = Input(shape=(None,None,1))

out = Conv2D(1, (3, 3), kernel initializer="normal",
use bias=False, padding="same")(inp)

model = Model(inputs=inp, outputs=out)

model.compile(optimizer="rmsprop', loss='mse',
metrics=[ 'mse', 'mae’'])

model.fit(samples inp, samples out, batch size=1,
epochs = 15000)

model.layers[1l].get weights()

ker3.py



Funguje to!

>>> model.layers[1l].get weights()

[array([[[[ -1.00157452e+00]],
[ -2.61067878e-03]],
1.00584388e+00]]],

[[[ -1.99438238e+00]],
([ 3.66915925e-03]],
1.99175704e+00]]],

[[[ -1.00293767e+00]],
[ -4.22276789e-05]],
1.00477922e+00]]1]1, dtype=float32)]

>>>

ker3.py



Funguje to!

>>> model.layers[1l].get weights()

[array([[[[ -1.00157452e+00]], -1
[ -2.61067878e-03]], ©
1.00584388e+00]]], 1

[[[ -1.99438238e+00]], -2
[ 3.66915925e-03]], @
1.99175704e+00]]1], 2

[[[ -1.00293767e+00]], -1
[ -4.22276789¢-05]], O
1.00477922e+00]]]], 1 dtype=float32)]

>>>

ker3.py A preco ?



Co je vlastne Keras?

 Keras je tool, ktory umozni vypocet poskladat’ z
takych modulov (konvolu¢na neurénova siet’ je
jednym z nich), ze ich vypoctovu ¢innost’ vie
vyjadrit’ funkciou, ktort vie symbolicky derivovat.

obraz y

Of1(p1,f2(p2,x),f3(p3,x))
op1




Co je vlastne Keras?

« Vdaka tomu dokaze realizovat’ proces ucenia s
ucitel'om, t.J. ak dostane sadu vzorov, sadu
zelanych obrazov a architekturu vypoctu s
mnozstvom neznamych parametrov, tak po
mnozstve 1teraci vypocita také hodnoty tychto

parametrov, ze obrazy vypocitan¢ zo vzorov sa €o

najmenej lisia od obrazov zelanych.

cia cia
obrazy fira parame fira

vystupy




Ako to robi?

« Keras sa opiera o zadefinovanu chybovu funkciu,
spravidla sumu druhych mocnin rozdielov obrazov
a zelanych obrazov.

e Chybovu funkciu vnima ako funkciu parame@
architektiry vypoctu a vyrata jej derivaciu
(gradient), t.j. ako zmenit’ kazdy jeden parameter,
aby sa hodnota chybovej funkcie zmensila.

« Kedze pouziva iba také moduly, ktorych ¢innost’
mozno popisat’ funkciou, ktorti vieme symbolicky
zderivovat, tento gradient vyrata dosadenim do
spravnych vzorcov.



vZory L

P parametre

zelane obrazy  Y;

obrazy pri danych parametroch J (p, ;)

chybova funkcia:  E(p) =Y (f(p,x;) — yi)?

zelame s1, aby bola minimalna: aEép) = (VE)(p) =0
t.J. aby bol gradient nulovy
uprava parametrov

ktora zmensSi chybu



Ako to robi?

« Keras potom iterativne (cyklicky) upravuje
parametre architektiry, az kym nedostane
minimalnu chybu.
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» Tento proces ma mnoho zaludnosti, takze Keras
ponuka mnoZstvo moznosti ako ho presne
realizovat’



Ako to robi?

Algoritmus (optimizer)

1.

vezmi nahodné parametre p

2. Vypocitaj zmenu parametrov Ap
3.
4. Ak je E(p) dostato¢ne mala a p dostato¢ne dobré

Upravp=p+ Ap

skonci, nak pokracuj na 2.



Zaludnosti

Presnost’

* Vieme spravny smer, ale nevieme spravnu
konStantu umery medzi Ap a OE(p)

A r1°wv /4 y v . 8
* Prili§ mala — pomalé ucenie p

» Prili§ velka — privelka chyba

Ap
/\AK Ap

N
1

chyba

OL(p

SN—’

\ parametre



Zaludnosti

Uviaznutie v lokalnom minime:

« /Zmena parametrov nemoze byt len v smere

chyba

gradientu

ziskany

vysledok selany

vysledok

parametre



Zaludnosti

Preucenie (overfitting):
* RadsSej vacsiu chybu a lepSiu predik¢ni schopnost’
ako mensiu chybu a horsiu predikénu schopnost’/

! 1
! 1
v v

f(x;) f(x;)
Yi Yi




Zlozitejsi priklad

Pri Sobelovom operatore sme vystacili s jedinou
konvolu¢nou vrstvou. To je ale ve'mi1 zriedkavy pripad.




Zlozitejsi priklad

Pokial’ sa pokusime naucit’ pocitaC naucit’ nieCo
zlozitejSie, napriklad operator Canny, hlbka rieSenia sa
moze radovo zvySit...




Canny cez DL
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Deep Learning

V takejto ulohe s jednou vrstvou
nevystacime

Cim zlozitejsia tloha tym zlozZitejsia
architektura, tym viac vrstiev a tym sa to
ucenie stava ,,hlbokym*

V minulosti sa predpokladalo, ze hlbokeé
ucenie nie je pouzitel'ne pre vysoke naroky
na vykon a presnost’

Vedelo sa tiez, Ze dve plne prepojene€ vrstvy
neuronov su univerzalnym aproximatorom

DnesSna prax: DL uz vykonat’ da a oplati sq s



Ake suCiastky Keras poskytuje?

Core Layers: Dense, Activation, Flatten, Dropout, ...
Convolutional Layers: Conv2D, ...
Locally-connected Layers: LocallyConnected2D, ...
Pooling Layers: MaxPooling2D, AveragePooling2D, ...
Merge Layers: Add, Subtract, ...
Recurrent Layers: RNN, LSTN, ...
Embedding Layers: Embedding
Advanced Activation Layers: Softmax, LeakyRelU, ...
Normalization Layers: Batch Normalization, ...
Noise Layers: GaussianNoise, GaussianDropout, ...
Layer Wrappers: TimeDistributed, ...



S akymi typmi dat Keras pracuje?

* Vrstvy st medzi sebou odovzdavaju
Tenzory, ¢o v tomto pripade treba chapat’
ako viacrozmerne polia, ktorych suradnice
si1 urCiteho druhu:

- batch
- data
- channel

« Ked’ mame na vstupe 10 beznych farebnych
obrazkov 32x32 pixelov, tak je to tenzor
10 x 32 x 32 x 3 celych Cisel 0-255



Dense Layer

, QO
* Vrstva neuronov
rovnakého charakteru
ako predosla.
, , L A XIX X
* Neurony su prepojene
kazdy s kazdym
» Kazdy ma svoje vahy Bias sa odpocita od
, .1 vystupnej hodnoty
d pljlp a;dne 4] blB:S a Pri Dense layeri ho ma
aktivaénu funkciu kazdy neurén rézny

>>> Dense(6)



Activation Layer

* Na kazdy vstup aplikuje urcita funkciu a da

vysledok na vystup coftmax
/K 1.2 0.46
linear | flz)==z {0,9] 0.34]
A 0.4 0.20
. . 1 0(z)- _ e
sigmoid Ha)=10= Y
tanh S _ﬂ;):tamur)::1+i_h-—
relu / fLﬂ=:{ 2 EI::;B

* Rovnaku funkcionalitu mozno zadefinovat’ priamo vo
vacsine ostatnych vrstiev parametrom activation

>>> Activation('relu')



Conv2D Layer

« Konvolucna vrstva
obsahuje jednu
alebo viacero
konvolu¢nych sieti

* VSetky neurony konvolucnej siete su rovnake
t.J. maju rovnaké vahy a bias

» Kazdy neurdn je spojeny do vsetkych batch
Casti vstupu kde na svoje miesto v datove;j
zlozke aplikuje kernel danej vel'kosti

>>> Conv2D(2, (3, 3))



MaxPooling2D Layer

Single Depth Slice

A [N
| )
AN s | 2
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* Redukcia dat, aplikuje sa Casto po Conv2D
» pool_size = (sx, sy), strides = pool_size (krok)

>>> MaxPooling2D(pool size=(2, 2))



Flatten Layer

000000000 0060

* Preusporiada tvar vstupu na 1D vystup

>>> Flatten()



Dropout Layer

* Sluzi na odolavanie preucCeniu

>>> Dropout()



Add (Merge) Layer

* Spaja rozvetvujucu sa Struktiru vrstiev

>>> x1 = ..
>>> X2 = ..
>>> x = Add([x1,x2])



Embeded Layer

* Premeni (spravidla vstupn¢) cel¢ Cislo na
aktivaciu viacerych neuronov realnym
¢islom od 0.0 po 1.0

>>> Embeded()



Batch Normalization Layer

» Normalizuje vstupné data aby spliali
Gaussove normalne rozdelenie s priemerom
0 a smerodajnou odchylkou 1



TimeDistributed Wrapper

* Postupne pusta jednotliveé batch zlozky
vstupu do vystupu

* Pouziva sa pre rekurentn¢ neuronove siete



Ako vyuzit’ Keras?

* Doteraz sme rieSili ulohy, pr1 ktorych sme
mal1 aspon urcita predstavu o ich rieSeni

« Keras je vSak napomocny prave vtedy, ked’
nemame ani Sajn, ako ulohu riesit,
napriklad: rozpoznat’, C1 je na obrazku
macka

* Ako na to? Architekturu rieSenie budeme
proste hadat’ a budeme sa pozerat’ €1 sa
nepodari systém z dat nieCo naucit’



Ako rozpoznat’ macku?

airplane a._é% "'..=..I!5
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cifarl@ _cnn.py https://www.learnopencv.com/image-classification-
using-convolutional-neural-networks-in-keras/ ker5.py




Kde vziat’ data?

Su vol'ne dostupné anotované data
* CIFAR10 (obrazky 10 kategorii z WordNet)
je sucast’ou keras.datasets
50000 trénovacich a 10000 testovacich obrazkov

su to farebne obrazky 32 x 32
10 kategorn

* potrebujeme aj negativne priklady, system
vlastne u¢ime rozliSovat’ jedny data od druhych



Architektura

inp
X =

X
||

X X X X X X X X X X X X X X X
I

out

= Input(shape=x_train.shape[l:])
Conv2D(32, (3, 3), padding='same')(inp)
Activation('relu’)(x)

Conv2D(32, (3, 3))(x)
Activation('relu’)(x)
MaxPooling2D(pool size=(2, 2))(x)
Dropout(0.25)(x)

Conv2D(64, (3, 3), padding='same')(x)
Activation('relu')(x)

Conv2D(64, (3, 3))(x)
Activation('relu')(x)
MaxPooling2D(pool size=(2, 2))(x)
Dropout(0.25)(x)

Flatten() (x)

Dense(512) (x)

Activation('relu')(x)

Dropout(0.5) (x)

Dense(num_classes) (x)

= Activation('softmax')(x)

model = Model(inputs=inp, outputs=out)



Architektura

[eNelNeoNeoNeoNeoNeolNeoNeoNe)



Layer (type) Output Shape Param # L pOé@t fal’ieb
conv2d_1 (Conv2D) (None, 32, 32, 32) 896 — 3X(3X3)X32 + 32
conv2d 2 (Conv2D) (None, 30, 30, 32) 9248 — (32X(3X3))X32 + 32
max_pooling2d 1 (MaxPooling2 (None, 15, 15, 32) 0]

dropout 1 (Dropout) (None, 15, 15, 32) 0] pOéet Sietl’ 4% vrstve
conv2d 3 (Conv2D) (None, 15, 15, 64) 18496 — (3l/2X(3X3))X6¢4 + 64
conv2d 4 (Conv2D) (None, 13, 13, 64) 36928 — (64X(3X3 )X64 + 64
max_pooling2d 2 (MaxPooling2 (None, 6, 6, 64) 0] L————y————J

dropout 2 (Dropout) (None, 6, 6, 64) 0] Vel’kOSt’ kernelu
conv2d 5 (Conv2D) (None, 6, 6, 64) 36928 — (64X(3X3))X64 + 64
conv2d 6 (Conv2D) (None, 4, 4, 64) 36928 — (64X(3X3))X64 + 64
max_pooling2d 3 (MaxPooling2 (None, 2, 2, 64) 0]

dropout 3 (Dropout) (None, 2, 2, 64) 0]

flatten 1 (Flatten) (None, 256) 0]

dense 1 (Dense) (None, 512) 131584 =512 x 256 + 512
dropout 4 (Dropout) (None, 512) 0]

dense 2 (Dense) {(None, 10) 5130 — 10 X 512 + 10

fota poroms 270,120 pocet kategorii’

Non-trainable params: @



Trénovanie

 Data augmentation (obohatenie dat) zmnozi
vzorky tym, ze 1ch pootaca a poposuva. Bez
toho nastane overfitting (preucenie)

Loss Curve Accuracy Curve

Training loss
- \/alidation Loss

Loss
Accuracy

- Training Accuracy
- Validation Accuracy

80 100

20 60
Epochs




Pouzitie

import numpy as np

import cv2

from keras.layers import Input

from keras.layers.convolutional import Conv2D
from keras.models import Model

from keras.models import load model

model name = 'keras_cifarl@ trained modeiTh5'
model = load model(model name)

imagel = cv2.imread('car_ png',cv2.IMREAD COLOR)
image2 = cv2.imread('gdt.png',cv2.IMREAD COLOR)
image3 = cv2.imread/ cat2.png',cv2.IMREAD COLOR)
input_images = np/array([imagel,image2,image3])

categories = mddel.predict(input_images)

| categories
array([[ 9., . . . . . . . ., YU.]l4
[ O., . . . . . . . . 1.4,
[ 9., . . . . . . . . 1."]], dtype=float32)




Co s nauCenym modelom?

* V prvom rade ho musime ulozit’ do .h5
(keras) pripadne konvertovat’ do .pb
(TensorFlow)

* Mo6zeme ho potom pouzivat’ v Pythone
(ker6.py) aj na platformach, kde samotny
proces ucenia nie je podporovany, alebo
aspon nie je pohodlny

o C++ ... OpenCV contrib cv::ml::

 Java ... Deeplearning4j



Hotove modely

. VGG16 (500MB)
. VGG-BUDDY (50MB)



Dakujeme za pozornost’
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